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Gtebokie sieci neuronowe w identyfikacji
rozktadéw brzegowych i wielowymiarowej kopuli
w kontekscie agregacji ryzyka w Solvency Il

Jednym z podstawowych aspektéw dyrektywy Solvency Il jest ochrona ubezpieczonych przed niewy-
ptacalnosciq zaktadéw ubezpieczeh. W tym celu poprzez agregacje kapitatowych wymogéw wyptacal-
nosci dla poszczegdlnych rodzajéw ryzyka wyznaczany jest kapitatowy wymaég wyptacalnosci (SCR)
oraz efekt dywersyfikacji (DE). SCR mozna wyznaczy¢ za pomocq formuty standardowej [SF], poda-
nej przez autoréw dyrektywy w oparciu o metode wariancji-kowariancji (V-C], lub za pomocq modeli
wewnetrznych, opracowywanych niezaleznie (przez zaktady). W niniejszym artykule przedstawiamy
propozycje metody, ktéra moze byc¢ wykorzystana podczas opracowywania modeli wewnetrznych.
Istotnym etapem tego procesu jest ustalanie najprecyzyjniejszej zaleznosci pomiedzy czynnikami
ryzyka. Proponujemy wykorzystanie kopuli estymowanych za pomocq sieci neuronowych w modelo-
waniu zaleznosci w podmodule ryzyka sktadki i rezerw. Konstruujemy dwie sieci neuronowe: pierwszq
do rozktadéw brzegowych, a drugq do estymacji kopuli. W badaniu analizujemy wskazniki dla segmen-
téw ubezpieczycieli majqtkowych, wyznaczone na podstawie raportow o wyptacalnosci i kondycji fi-
nansowej polskich zaktadéw ubezpieczen. Poréwnano DE uzyskane metodq V-C, metodq kaskad kopuli
i estymacjq kopuli przy uzyciu sieci neuronowych. Przeprowadzone badania wskazujq na znaczne
réznice w wartosciach DE uzyskanych dla kopuli oszacowanej z wykorzystaniem sieci neuronowych,
kopuli parametrycznej oraz podejscia zaproponowanego przez autoréw dyrektywy w oparciu o metode
V-C. Uzyskane wyniki mogq by¢ wykorzystane w modelach wewnetrznych.

Stowa kluczowe: Solvency 1, kapitatowy wymag wyptacalnosci, efekt dywersyfikacji, kaskady kopuli,
kopule neuronowe.
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Publikacja prezentuje wyniki badan naukowych przeprowadzonych w ramach projektu nr 88/
SD/2023/PRO finansowanego ze $rodkéw subwencji przyznanej Uniwersytetowi Ekonomicznemu
w Krakowie.

Wprowadzenie

W styczniu 2016 roku weszta w zycie dyrektywa Solvency I/, bedaca najwiekszg zmiang regula-
cyjna unijnego rynku ubezpieczen. Dyrektywa ma strukture trzech filarow: filar | okresla wymogi
kapitatowe uwzgledniajace wszystkie mierzalne rodzaje ryzyka dziatalnosci zaktadu ubezpieczen;
filar Il reguluje mechanizmy wewnetrznego zarzadzania zaktadem ubezpieczen oraz standardo-
wych procedur nadzoru; filar lll reguluje obowigzek zachowania transparentnosci rynku i ujawnia-
nia sytuacji finansowej zakfadu ubezpieczen. W badaniach referowanych w niniejszym artykule
skupilismy sie na filarze I.

Jednym z najistotniejszych celéw Solvency Il jest ochrona wiascicieli polis. Dlatego zgodnie
z dyrektywaq kazdy zaktad ubezpieczen zobowigzany jest do spetnienia dwéch wymogéw wy-
ptacalno$ci: kapitatowego wymogu wyptacalnosci (SCR — Solvency Capital Requirement) oraz
minimalnego wymogu wyptacalno$ci (MCR — Minimal Capital Requirement)*. Z punktu widzenia
nadzoru poziom MCR odzwierciedla poziom kapitatu, ponizej ktérego nadzér moze wprowadzi¢
radykalne dziatania. SCR natomiast reprezentuje poziom kapitatu umozliwiajacy danej instytucji
pokrycie znaczacych, nieprzewidzianych strat, co zapewnia wyptacalno$¢ zobowigzarn i daje gwa-
rancje wtascicielom polis. Firmy, ktére sg w stanie pokryc¢ SCR, zajmujg silng pozycje i powinny
mie¢ swobode zarzadzania wtasnym biznesem bez dziatarh nadzorczych wykraczajacych poza
rutynowy proces nadzoru.

W artykule koncentrujemy sie na procesie ustalania SCR, ktéry zgodnie z dyrektywa Solvency
II'bazuje na agregacji czynnikow ryzyka, na jakie jest narazony zakfad ubezpieczen. Twércy dyrek-
tywy podajg formute standardowq (SF — Standard Formula), zgodnie z kt6ra do agregacji ryzyka
wykorzystywana jest metoda wariancji-kowariancji, a macierz korelacji miedzy czynnikami ryzyka
jest z gory ustalona i podana w dyrektywie. W pigtym badaniu ilosciowym QIS5 — Fifth Quantitative
Impact Study), przeprowadzonym przez Europejski Urzad Nadzoru Ubezpieczen i Pracowniczych
Programow Emerytalnych (EIOPA — European Insurance and Occupational Pentions Authority),
europejskie zaktady ubezpieczen zgtaszaly, ze wartosci korelacji miedzy czynnikami ryzyka
w ich zaktadach s inne niz te dane w dyrektywie. Z niedoskonatosci SF zdajq sobie sprawe sami
jej tworcy, zachecajac zaktady ubezpieczen do budowania modeli wewnetrznych, ktére w lepszym
stopniu oddadza profil dziatalno$ci ubezpieczyciela. DoSwiadczenie praktykdw zaréwno w stoso-
waniu SF jak i w budowaniu modeli wewnetrznych, sktonity EIOPA do rozpoczecia w pazdzierniku
2020 roku ogolnoeuropejskiego badania poréwnawczego dotyczacego dywersyfikacji w modelach
wewnetrznych. Jednym z celdéw badania byto lepsze zrozumienie zwigzku miedzy sposobami
modelowania zalezno$ci i agregacjq ryzyka a wynikajacymi z nich korzysciami z dywersyfika-
cji. Tematyka niniejszego artykutu wpisuje sie w najnowsze badania zainicjowane przez EIOPA.

Analiza wptywu informacji o strukturze zalezno$ci pomiedzy ré6znymi rodzajami ryzyka na SCR juz
od jakiego$ czasu jest poruszanaw literaturze. Krystian Szczesny analizuje wrazliwo$¢ SCR na zmiany

1. Art. 129 Dyrektywy Solvency Il.
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wartosci w macierzy korelacji®. Lluis Bermudez i wspdtautorzy stwierdzaja, Ze modyfikacje zatozen do-
tyczacych korelagji i zaleznosci majq istotny wptyw na szacowanie SCR®. Stefan Mittnik* oraz Arturo
Cifuentes i Ventura Charlin® zwracaja uwage, iz korelacja liniowa nie jest dobrym narzedziem do pra-
widtowego opisu zaleznosci miedzy rozktadami innymi niz rozktady normalne, gdyz nie jest uwzgled-
niana zalezno$¢ nieliniowa i w ogonach. Poniewaz ubezpieczyciele potrzebuja elastycznych narzedzi,
ktdre opisujq rzeczywista strukture zaleznosci, zastosowanie kopuli w tym kontekscie staje sie coraz
bardziej popularne. Kopule to wielowymiarowe dystrybuanty o jednostajnych rozktadach brzegowych.
Dzieki twierdzeniu Sklara, ktére méwi 0 zwigzku kopuli z rozktadami wielowymiarowymi, rozktad ten
jestesmy w stanie przedstawi¢ za pomoca wielowymiarowej funkcji kopuli oraz rozktadéw brzegowych
agregowanych czynnikéw ryzyka. Martin Eling i Kwangmin Jung® (2020) oraz Krystian Szczesny’
modelujg strukture zaleznosci za pomoca wprowadzonych przez Tima Bedforda i Rogera M. Cooke’a®
kaskad kopuli. Wielowymiarowy rozktad dekomponowany jest na parametryczne warunkowe kopule
dwuwymiarowe. W praktyce czesto zaktada sie, ze dwuwymiarowe kopule zalezg od zmiennych wa-
runkujacych tylko posrednio, poprzez warunkowe rozktady brzegowe. Jest to zatozenie upraszcza-
jace. Elif E Acar i wspotautorzy® oraz Fabian Spanhel i Malte S. Kurz'® wskazujg, iz zatozenie to moze
prowadzi¢ do btednych wynikéw. Dodatkowo wybér kopuli dwuwymiarowej na danym poziomie de-
kompozycji zalezy od wyboru kopuli na poprzednich poziomach. Ingrid H. Haff (2013)* zwraca uwage,
ze taka strategia wyboru kopuli wyraznie kumuluje niepewno$¢ i model musi by¢ doktadnie oceniony.
Powyzsze przykfady potwierdzaja potrzebe zastosowania bardziej elastycznych narzedzi, dzieki kto-
rym bedziemy w stanie zidentyfikowac kopule opisujaca wtasciwa strukture zaleznosci.

W ostatnich latach mozna zauwazyc silne zainteresowanie technikami uczenia maszynowego (ML
— Machine Learning) w kontekscie modelowania zalezno$ci. Przyktadowe zastosowanie giebokich sieci

2. K.Szczesny, Wptyw bfednej specyfikacji struktury zaleznoSci w procesie agregacji ryzyka na efekt dywer-
syfikacji w Solvency Il, [w:] Problemy gospodarcze i spoteczne Polski i Europy, [red.] E. Sojka, J. Acedanski,
Wydawnictwo Uniwersytetu Ekonomicznego w Katowicach, Katowice 2022, s. 98—-112.

3. L.Bermddez, A. Ferri, M. Guillén, A correlation sensitivity analysis of non-life underwriting risk in solvency
capital requirement estimation, “ASTIN Bulletin” 29.04.2013, s. 21—-37; doi: 10.1017/asb.2012.1.

4. S.Mittnik, Solvency Il Calibrations : Where Curiosity Meets Spuriosity, “Preprints” July 2016; doi: 10.20944/
preprints201607.0021.v1.

5. A.Cifuentes, V. Charlin, Operational risk and the Solvency Il capital aggregation formula: Implications of the hidden
correlation assumptions, “Journal of Operational Risk” 2016, No. 11(4), s. 23—-33; doi: 10.21314/J0P2016.181.

6. M.Eling, K. Jung, Risk aggregation in non-life insurance: Standard models vs. internal models, “Insurance:
Mathematics and Economics” 2020, No. 95, s. 183—-198; doi: 10.1016/j.insmatheco.2020.09.003.

7. K.Szczesny, Wykorzystanie kaskad kopuli w agregacji ryzyka w procesie wyznaczania kapitatowych wymo-
gow wyptacalnosciw Solvency I, [w:] Sektor ubezpieczen w obliczu wyzwan wspétczesnosci, [red.] M. Lem-
kowska, M. Wojtkowiak, Wydawnictwo Uniwersytetu Ekonomicznego w Poznaniu, Poznan 2022, s. 98—-117;
https://doi.org/10.18559/978-83-8211-131-6/7.

8. T Bedford, R.M. Cooke, Vines — A new graphical model for dependent random variables, “Annals of Statistics”
2002, No. 30(4), s. 1031—1068; doi: 10.1214/a0s/1031689016.

9. E.FAcar, C. Genest, J. NeSlehova, Beyond simplified pair-copula constructions, “Journal of Multivariate Ana-
lysis” 2012, No. 110, s. ?4-90; doi: 10.1016/j.jmva.2012.02.001.

10. FE Spanhel, M.S. Kurz, Simplified vine copula models: Approximations based on the simplifying assumption,
“Electronic Journal of Statistics” 2019, No. 13 (1), s. 1254—1291; doi: 10.1214/19-EJS1547.

11. I.H. Haff, Parameter estimation for pair-copula constructions, “Bernoulli” 2013, No. 19(2), s. 462—491; doi:
10.3150/12-BEJ413.
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neuronowych (DNN — Deep Neural Networks) do modelowania zalezno$ci odnajdujemy w uczeniu sie
funkcji generatora kopuli Archimedesa® czy tez przy ustalaniu najlepszej reprezentacji modelu kaskady
kopuli®®. Algorytmy ML stosowane s w wielu obszarach dziatalnosci ubezpieczeniowej: do wykrywania
oszustw ubezpieczeniowych™ czy modelowania szkdd komunikacyjnych'; do przewidywania wyptacal-
no$ci*® oraz do wyznaczania rozktfadu prawdopodobieristwa wartosci aktywéw netto®,

Niniejsza praca jest kontynuacjq badan®, w ktérych do identyfikacji struktury zaleznosci, nie-
zbednejw celu wyznaczenia SCR, zastosowali$my kaskady kopuli. W aktualnych badaniach idziemy
o krok dalej, wykorzystujac sieci neuronowe najpierw do identyfikacji rozktadéw brzegowych, a na-
stepnie do identyfikacji kopuli. Zhi Zeng i Ting Wang? proponuja wykorzystanie sieci neuronowych
do wyznaczenia rozktadu wielowymiarowego. W tym celu konstruuje sie dwie sieci: jedng do do-
pasowania rozktadéw brzegowych, a druga do wyznaczenia kopuli. Podej$cie to autorzy stosujg
do wyznaczenia rozktadu dwuwymiarowego. W naszych badaniach uogélniamy te metode do wy-
znaczenia rozktadu czterowymiarowego. Wedtug naszej najlepszej wiedzy w zakresie wyznaczania
SCR takie podejscie nie byto przedstawiane w dotychczasowej literaturze. Badania prowadzimy
dla danych rzeczywistych pozyskanych z raportow o wyptacalnosci i kondycji finansowej (SFCRs
— Solvency and Financial Condition Reports) polskich ubezpieczycieli majgtkowych. Modelujemy
zaleznosci w oparciu o C-kaskady kopuli oraz kopule dopasowang do danych rzeczywistych z wy-
korzystaniem sieci neuronowych. Doktadno$¢ dopasowanych modeli do danych rzeczywistych
oceniamy za pomoca odlegtosci energetycznej?’. Ostatecznie porownujemy efekty dywersyfikacji
dla kapitatowego wymogu wyptacalnosci dla ryzyka sktadki i rezerw w ubezpieczeniach innych niz
na zycie wyznaczone z wykorzystaniem trzech réznych metod modelowania zaleznosci. Pierwszy
spos6b zaprezentowany w niniejszym artykule to sposoéb ustalania DE, bazujacy na zastosowa-
niu zalecanej w dyrektywie SE w ktérej zaleznosci okre$lone s macierza korelacji. Drugi bazuje
na metodzie opisanej przez Krystiana Szczesnego, ktéry strukture zalezno$ci wyznacza za pomocy

12. CK.Ling, F. Fang, J.Z. Kolter, Deep Archimedean Copulas, [w:] Advances in Neural Information Processing Sy-
stems, [ed.] H. Larochelle et al., Curran Associates Inc., New York 2020, s. 1535—1545; https://proceedings.
neurips.cc/paper/2020/file/10eb6500bd 1e4a3704818012a1593cc3-Paper.pdf [dostep: 8.02.2024].

13.  Y.Sun, A. Cuesta-Infante, K. Veeramachaneni, Learning vine copula models for synthetic data generation, 33"
AAAI Conference on Artificial Intelligence, AAAI 2019, 31st Innovative Applications of Artificial Intelligence Con-
ference, IAAI 2019 and the 9" AAAI Symposium on Educational Advances in Artificial Intelligence, EAAI 2019,
s. 5049-5057; doi: 10.1609/aaai.v33i01.33015049.

14.  AK.. Hassan, A. Abraham, Modeling insurance fraud detection using imbalanced data classification, “Advances
in Intelligent Systems and Computing” 2016, No. 419, s. 117—-127; doi: 10.1007/978-3-319-27400-3 11.

15. Z.M.Yunos et al. Predictive modelling for motor insurance claims using artificial neural networks, “Internatio-
nal Journal of Advances in Soft Computing and its Applications” 2016, No. 8(3), s. 160—172.

16. A.Ibiwoye, 0.0 Ajibola, A. Sogunro, Artificial Neural Network Model for Predicting Insurance Insolvency, “Inter-
national Journal of Management and Business Research” 2012, No. 2(1), s. 59—68.

17.  G. Castellani et al., Accuracy and Robustness of Machine Learning Methods in SCR Estimation. Nested Monte
Carlo Simulation, Insurance Data Science Conference June 2019, s. 1-7.

18. M. Lintvelt, Least-Squares Monte Carlo Within Solvency Il, Amsterdam School of Economics, Amsterdam 2016.

19. K. Szczesny, Wykorzystanie kaskad kopuli ...

20. 1.1eng,T.Wang, Neural Copula: A unified framework for estimating generic high-dimensional Copula functions,
Research Gate 2022; doi: https://doi.org/10.48550/arXiv.2205.15031.

21. T.Gneiting, A.E. Raftery, Strictly proper scoring rules, prediction, and estimation, “Journal of the American
Statistical Association” 2007, No. 102(47?7), s. 359-378; doi: 10.1198/016214506000001437.
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kaskad kopuli?2. Trzeci sposob, ktory jest nowoscig w niniejszych badaniach, polega na ustalaniu
DE w oparciu o nieparametryczng metode identyfikacji zaleznosci, bazujaca na sieci neuronowe;.

W pierwszym rozdziale omawiamy standardowg procedure szacowania wymogu kapitatowego
dla podmodutu ryzyka skfadkii rezerw w ubezpieczeniach innych niz na zycie. W rozdziale drugim
przedstawiamy zastosowana metodologie: nakreslamy idee oceny efektu dywersyfikacji oraz
istote analizowanego problemu, ktéra lezy zaréwno w metodzie wyznaczenia wymogu kapitato-
wego dla poszczegblnych segmentéw, jak i w poprawnym zidentyfikowaniu struktury zaleznosci
miedzy segmentami. Trzeci rozdziat to opis strategii empirycznej. Natomiast w rozdziale czwartym
prezentujemy opis danych. W ostatnim, pigtym rozdziale przedstawiamy wyniki badan empirycz-
nych dla danych z SFCRs oraz konkluzje.

1. Wymadg wyptacalnosci dla ryzyka skfadki i rezerw w ubezpieczeniach
innych niz na zycie

Kapitatowy wymog wyptacalnosci jest poziomem dopuszczonych Srodkéw wrasnych, dzieki kto-
rym w razie wystapienia nieprzewidzianych strat zaktad ubezpieczeh wywiaze sie ze swych zo-
bowigzan i wyptaci ubezpieczonym odszkodowania. Ustalany jest na drodze agregacji wczes$niej
wyznaczonych wymogdw kapitatowych dla wszystkich mierzalnych rodzajéw ryzyka, na ktére
narazony jest ubezpieczyciel. Sposéb wyznaczania agregowanych wymogéw kapitatowych oraz
sama procedura agregacji prowadzaca do ustalenia SCR dla zakfadu ubezpieczen zostaty szcze-
g6towo opisane w Rozporzadzeniu Delegowanym Komisji UE? (dalej: RDK].

W niniejszym artykule skupiamy sie na ryzyku sktadki i rezerw w ubezpieczeniach innych
niz na zycie. Poczatkowo tworcy dyrektywy proponowali, aby wymag kapitatowy dla tego ryzyka
w spos6b standardowy byt wyznaczany zgodnie z formuta;

SCRyrres = p(o) -V, (1)

gdzie p(o)jest tzw. funkcja odchylenia standardowego zwigzang z rozktadem zmiennej modelu-
jacej ryzyko sktadki i rezerw, natomiast V oznacza miare dziatalnosci ubezpieczyciela. Zaktadajac
rozkfad logarytmiczno-normalny dla zmiennej modelujacej ryzyko sktadki i rezerw, funkcje p(o)
okreslono w nastepujacy sposob:

exp (N0’995 /(a2 + 1))

Vo241

p(o) = -1 (2)
gdzie N 44 0znacza kwantyl rzedu 0.995 rozktadu normalnego. Ostatecznie jednak, po konsultacji
z praktykami, autorzy dyrektywy zmienili postac tej funkcji, zaktadajac rozktad normalny. W RDK
przyjeto p(o) = 3 - g, O 0znacza, ze zatwierdzono uproszczong hastepujacq formute na wymoég
kapitatowy dla ryzyka sktadki i rezerw:

22. K.Szczesny, Wykorzystanie kaskad kopuli. ...

23. Rozporzadzenie delegowane Komisji (UE) 2015/35 z dnia 10 pazdziernika 2014 r. uzupetniajace dyrektywe
Parlamentu Europejskiego i Rady 2009/138/WE w sprawie podejmowania i prowadzenia dziatalnosci ubez-
pieczeniowej i reasekuracyjnej (Wyptacalnos¢ II).
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SCRyyres =30 V. (3)

Z powyzszego wzoru wynika, ze wyznaczenie SCR,, .s Wymaga ustalenia miary dziatalnosci
ubezpieczycielaV oraz odchylenia standardowego o, mierzacego ryzyko skfadki i rezerw w ubezpie-
czeniach innych niz na zycie. WartosciV i o wyznacza sie, uwzgledniajac podziat na dwanascie seg-
mentéw portfela ubezpieczen innych niz na zycie (tabela 1.). Miara dziatalno$ci V jest suma miar
dziatalnosci segmentow V;, przy czym V; jest suma miary ekspozycji na ryzyko sktadkiVipyem, oraz
miary ekspozycji na ryzyko rezerw Vs, Skorygowana o wspétczynnik dywersyfikacji geograficznej
skfadki i rezerw w podziale na 18 regionéw $wiata dla kazdego segmentu (oznaczany dalej przez
DIV;). Zatem miara dziatalno$ci V ustalana jest z wykorzystaniem nastepujgcego wzoru:

V=312V = z}jl(v(prem i+ Vires.y) (0,75 + 0,25 -DIV;))  (4)

Z kolei odchylenie standardowe o wyznacza sie na drodze agregacji:

1
0= | RS ARy 00y i 1) s

gdzie: V — miara dziatalnos$ci ubezpieczyciela,

V;, V; — miary dziatalno$ci w ramach segmentéw i,j = 1, ..., 12,

0;,0;— odchylenia standardowe dla poszczegdlnych segmentow (RDK, art. 117; Zatacznik I1],
R; j— wsp6tczynniki korelacji migdzy i-tym i j-tym segmentem.

Wartosci korelacji miedzy segmentami zostaty ustalone i sq podane w Annex IV RDK.

2. Ocena efektu dywersyfikacji — metodyka badan

Wyznaczony w opisany powyzej sposéb wymog wyptacalnosci dla ryzyka sktadki i rezerw w ubez-
pieczeniach innych niz na zycie jest nie wiekszy od sumy kapitatéw potrzebnych do zabezpieczenia
sie przed ryzykiem kazdego segmentu z osobna. Otrzymana réznica nazywana jest efektem dywer-
syfikacji. Wielko$¢ tego efektu najczesciej oceniana jest za pomoca wspétczynnika dywersyfikacji:

B B k(L)
DE =1 Z—?=1K[Li]'

(6)

gdzie: k(L;) oznacza wymag kapitatowy dla segmentu i, a k(L) — wymog wyptacalnosci dla ryzy-
ka sktadki i rezerw. Przy czym L; jest zmienng losowaq modelujaca ryzyko i-tego segmentu, a L —
zmienng losowa modelujaca zagregowane ryzyko segmentow:

L=vY(Ly,..,Ly). (?)

czyli ryzyko sktadki i rezerw w ubezpieczeniach innych niz na zycie.

Kluczowa kwestig w ocenie efektu dywersyfikacji na wtasciwym poziomie jest dobér metod zaréw-
no do wyznaczenia wymogu kapitatowego dla poszczegéinych segmentéw L;, jak i dla zagregowanej
zmiennej ryzyka L, ktdra zalezy w gtéwnej mierze od wyboru funkcji agregujacej . W formule stan-
dardowej (3) zaktada sie, ze Ljest suma zaleznych zmiennych losowych L; 0 rozktadach normalnych
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z parametrami okreslonymi za pomoca odchylenia standardowego dla poszczegdlnych segmentéw.
Przy czym zalezno$¢ miedzy L; opisywana jest macierza korelacji (stosuje sie agregacje metoda
wariancji-kowariancji]. Zatem przyjmuje sie, ze zmienna ryzyka L, bedaca podstawg wyznaczenia
SCRyy res Ma rozkfad normalny. Jednak rodzi sie zasadnicze pytanie, czy to zatozenie jest zasadne?
Podana przez autoréw dyrektywy metoda wariancji-kowariancji z metodycznego punktu widzenia
jest poprawna woéwczas, gdy agregowane czynniki ryzyka maja wielowymiarowy rozktad normal-
ny. Jak potwierdzajg badania przedstawione np. przez Christiana Genesta® oraz Richarda A. Shawa
i Grigory'ego Spivaka®, tylko wowczas struktura zaleznosci miedzy nimi jest opisana macierza ko-
relacji w sposob jednoznaczny. Stosowanie FS z géry ustalonymi w dyrektywie Solvency Il wartos-
ciami macierzy jest bardzo ograniczajace. Heterogeniczno$¢ ubezpieczen tworzacych poszczeg6l-
ne segmenty sprawia, ze rozktady zmiennych L; czesto nalezg do r6znych rodzin. Zatem zaleznosci
miedzy nimi majg ztozona strukture i nie podlegajq wielowymiarowemu rozktadowi normalnemu.

Oszacowanie rozktadu L jest zadaniem na og6t trudnym, gdyz zalezy od rozktadu wektora lo-
sowego (L, ..., Lg), czyli wielowymiarowego rozktadu zmiennych L;. W praktyce najczesciej znane
sq rozkfady brzegowe L; lub mozna je w miare prosto szacowac. Natomiast kluczowe znaczenie
odgrywajg identyfikacja i opis struktury zaleznosci migedzy zmiennymi L;. Zastosowanie w tym celu
macierzy korelacji, jak ma to miejscew standardowej formule na SCR,, s, jest niewystarczajace,
poniewaz w spos6b jednoznaczny okreslajg one jedynie wielowymiarowe rozkfady eliptyczne.

Elastycznym narzedziem, za pomoca ktdrego mozna modelowac szerszg klase struktur za-
leznosci migdzy agregowanymi modutami ryzyka, jest kopula. Moze ona by¢ stosowana do opi-
su zalezno$ci miedzy rozktadami asymetrycznymi oraz do modelowania zaleznosci w ogonach.
Kopula C(uy, ..., ug) to dystrybuanta d-wymiarowego rozktadu z jednostajnymi rozktadami brze-
gowymi. Za jej pomocq mozna potaczyc¢ dowolne jednowymiarowe rozktady brzegowe w rozktad
wielowymiarowy. Otrzymujemy to z fundamentalnego w teorii kopuli twierdzenia Sklara, z ktérego
wynika, ze dla d-wymiarowej tacznej dystrybuanty F; ,z rozktadami brzegowymi F;, ..., Fistnieje
kopulaC: 1% - I, (I = [0,1]) taka, ze dla kazdego x;, ..., x4 € R

Fi..a(xq, o, xq) = C(F1(xq), -, Fq(xq)). (8)

Takze odwrotnie, jezeli C jest kopulg a Fy, ..., F; sq dystrybuantami rozktadéw jednowymiaro-
wych, wowczas funkcja F;_, okreslona powyzszym wzorem (8] jest dystrybuantg taczng rozktadu
d-wymiarowego o rozktadach brzegowych Fj, ..., F;. Dodatkowo, jesli F;, ..., F,; s3 ciagte, to kopula
C wyznaczona jest jednoznacznie. Ponadto, jesli F;, ..., F; sq rosnace i injektywne, to dla kazdej
F;(i=1,...,d)istnieje funkcja odwrotna. Stad dla F; zoraz Fy, ..., Fy, okreslonych jak w twierdze-
niu Sklara i ich funkcji odwrotnych Fi%, F; %, ..., F; %, kopula C ma nastepujacq postac:

CQup o ug) = Fra(F ), FytWo), oo, (), 19)

dla(uy, ..., ug) € [0,1]% Zatem, jesli znane s rozkfady brzegowe L;, to wszystkie informacje na te-
mat zalezno$ci migdzy zmiennymi losowymi L; zawarte sa w kopuli.

24. C.Genest, Correlation and Dependence, “Journal of the American Statistical Association” 2002, No. 97 (458),
s.653—-654; doi: 10.1198/jasa.2002.5472.

25. R.A.Shaw, G. Spivak, Correlations and Dependencies in Economic Capital Models, “Discussion Paper” Septem-
ber 2009.
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Zaktadajac, ze F; sq ciggte i Scisle rosnace, funkcje gestosci prawdopodobienistwa dla rozktadu
F, .4 mozZna zapisac¢ nastepujaco:

0F1 _qa(x1,%2,...xq) __ 0C(uquz,...uq) Hd OF;(x;) _

f(xl'xz' w0 Xg) = 0x1..0xq T uy..0uy =1 ax; (10)

d
c(uqg, Uy, ..., uy) Hfi(xi)
i=1

Z powyzszych rozwazan wynika, ze chcac oszacowac gestos¢ wielowymiarowego rozktadu
f(xq, x5, ..., x4), mozna do danych, niezaleznie od siebie, dopasowac rozktady brzegowe f;(x;)
oraz kopule. W celu dopasowania kopuli najczesciej korzysta sie z podej$cia parametrycznego,
wybierajac konkretna jej postac z rodziny eliptycznej lub Archimedesa. Kopule eliptyczne sg ela-
styczne w wielowymiarowym modelowaniu zaleznoéci, poniewaz pozwalajg uwzgledni¢ rézne
rodzaje zaleznosci miedzy poszczegélnymi parami zmiennych losowych. Jednak, jako ze sq to
kopule symetryczne, nie mozna za ich pomocq modelowa¢ dowolnej struktury zaleznosci. Z kolei
kopule Archimedesa wykorzystuje sie w celu oddania ré6znorodnych dwuwymiarowych zaleznosci,
w szczeg6lnosci asymetrycznych lub w ogonach rozktadow. O ile zatem stosunkowo tatwo mozna
opisac strukture zaleznos$ci miedzy dwoma czynnikami ryzyka, o tyle trudnos¢ pojawia sie, gdy
nalezy wybrac kopule dla wymiaru wiekszego niz dwa. Wéwczas wspomniane kopule dwuwymia-
rowe wykazuja szereg ograniczen zwigzanych ze swojq strukturg oraz parametrami. Jesli mode-
luje sie zaleznos$ci miedzy wieksza liczba zmiennych losowych, to ustalony parametr zaleznosci
okresla te sama site zalezno$ci miedzy wszystkimi zmiennymi losowymi, co sprawia, ze model
kopuli staje sie sztywny i traci wiele informacji na temat zaleznosci. Dlatego do modelowania za-
lezno$ci pomiedzy liczbg zmiennych losowych wieksza niz dwa stosuje sie kaskady kopuli. Dzigki
nim wielowymiarowy rozktad dekomponuje sie na kopule dwuwymiarowe, uwzgledniajac zalez-
nosci miedzy kazdg zmienng losowa. Niestety, przedstawiona procedura wyznaczania rozktadu
wielowymiarowego nadal niesie ze soba pewne ograniczenia. Dopasowuje sie rozktady brzegowe,
ktére dla danych parametréw opisujg okreslony ksztatt rozktadu, oraz kopule parametryczne, kt6-
re dla okreslonych parametréw narzucajq dany ksztatt zaleznosci. W niniejszym artykule w celu
wyznaczenia wielowymiarowego rozktadu zmiennych modelujacych ryzyko segmentéw ubezpie-
czen innych niz na zycie wykorzystujemy innowacyjne podejscie oparte na sieciach neuronowych,
dzieki czemu nie jesteSmy narazeni na ograniczenia zwigzane z dopasowaniem parametrycznym.
Sieci neuronowe sg wyrafinowana technikq modelowania, zdolng do odwzorowywania nadzwyczaj
ztozonych zalezno$ci. Najbardziej znamienng ich cechg jest generalizacja, czyli zdolno$¢ uczenia
sie na podstawie przyktadéw i mozliwo$¢ automatycznego uogélniania zdobytej wiedzy. W osza-
cowaniu wielowymiarowej funkcji gestosci korzystamy z podejscia zaprezentowanego w pracy
Zhi Zenga i Ting Wang?, w ktérym konstruuje sie dwie sieci neuronowe.

26. Z.Zeng, T.Wang, Neural Copula.....
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3. Budowa i uczenie sie sieci neuronowej

Modele sieci neuronowych mozna postrzegac jako zdefiniowang funkcje, ktéra pobiera dane wej-
Sciowe (argumenty funkcji] i generuje wynik (wartosci funkcji). Postac funkgji jest scisle zwia-
zanaz okreslong regutg uczenia sig sieci neuronowej. W badaniach wykorzystywane sq sieci typu
perceptronu wielowarstwowego. Na sie¢ neuronowaq patrzymy jak na funkcje rozktadu prawdopo-
dobiefstwa. Innymi stowy: uczymy nasza sie¢ na danych, do ktérych chcemy dopasowac rozktad
prawdopodobienstwa, i na te sie¢ naktadamy warunki ograniczajace, wynikajace z wtasnosci roz-
ktadu prawdopodobienistwa. Konstruujemy dwie sieci: pierwsza dla jednowymiarowego rozktadu
brzegowego, a drugq dla rozktadu wielowymiarowego. W badaniu uwzgledniamy cztery segmenty
ubezpieczyciela, dlatego budujemy cztery sieci neuronowe dla poszczeg6lnych segmentéw ubez-
pieczycieli, a nastepnie jedna sie¢ neuronowg dla rozktadu wielowymiarowego. Konstrukcja tych
sieci zostata opisana w dalszej czesci rozdziatu.

Rozktady brzegowe

W celu identyfikacji jednowymiarowego rozktadu prawdopodobiefstwa przez DNN budujemy siec¢
neuronowg sktadajacq sie z1,,, — 1warstw ukrytych. Kazda warstwa ukryta zbudowana jest z pew-
nej liczby neuronéw. Warstwa wejsciowa definiowana jest jako:

h, =xeQcR (11)
W warstwach ukrytych jako funkcje aktywacji wykorzystujemy tangens hiperboliczny:
h/" = tanh(w;,hl, +bJ,),j € {0,1, -, 1, — 1} (12)
natomiast w warstwie wyjsciowej funkcje sigmoidalna:
E,, = sigmoid (w'mu'm + b'm) € [0,1] (13)

Po wyznaczeniu dystrybuanty rozktadu prawdopodobienstwa £, (x, 8,,), gdzie ,, oznacza
wagi sieci neuronowej 8,, = {w,,} U {bJ,}, wyznaczamy gestos¢ prawdopodobiefistwa:

rad dFAm( rem)
fn(x, 0) = =222

dx [14]

Na rysunku 1. przedstawiamy procedure uczenia DNN. Podczas uczenia na sie¢ natozono
ograniczenia wynikajace z wlasnosci rozktadu prawdopodobienistwa, a sie¢ uczono na czterech
zestawach treningowych. Pierwszym z nich byty dane rzeczywiste DY, ktdrych rozktad ustalamy
z wykorzystaniem DNN. Jako kryterium oceny dopasowania funkcji sieci do danych wykorzystu-
jemy funkcje straty w postaci logarytmu najwiekszej wiarygodnosci Ls,ll)(em).

Nastepnie na funkcje sieci neuronowej naktadamy ograniczenia wynikajace z wtasnosci roz-
ktadu prawdopodobiefistwa. Zbudowano dwa zbiory treningowe D,(,f), D,Sf)o punktach réwnomiernie
rozmieszczonych, dla ktérych zakres zmiennoéci jest taki, jak dla D . Dla D D,(,f)wgznaczamg
odpowiednio funkcje straty 12 (0,), 15(6,,) odpowiadajace za nieujemnos¢ funkcji gestosci
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(%, 8,,,) Oraz unormowanie £, (x, ,,,). Ostatni zbior treningowy DS = {0,1} odpowiada funkji
straty LS;?(Bm)i opisuje wtasnos¢ funkcji dystrybuanty:

E,(0,0,) =0

- (15)
(1,0, =1

Rysunek 1. Procedura nauki sieci neuronowej dla rozktadéw brzegowych

®
p® = (e}, .. O = sy (1)2l " [10g fnCxt 0)] = L (01)

DD =t (~Fnx8m)) = L3 (B)

12,n® -(721 = ’ relu ,0,, lo™
o E < 2t o ||
D= .

{xl} =1,2,0+0001 \ |1 _1?372:‘:; fm(xl;em)Aml = Lﬁ)(em)

(‘) =
b’ = (0.1} £,(0,6,) + |1 - £,(1,8,)|: = L(8,,)

Back-propagation

Zrédto: opracowanie wiasne.

Na koncu wyznaczamy funkcje straty dla modelu jako kombinacje liniowg powyzszych czte-
rech funkcji strat:

Lm(em) = i:l ;{kLk(em) [15]

i poprzez propagacje wsteczng uczymy model. W celu uniknigcia przetrenowania modelu
wykorzystujemy regularyzacje [,, a wagi aktualizujemy z wykorzystaniem optymalizatora Adam
(Adaptive Moment Estimation).

Funkcja kopuli

Sie¢ neuronowa dla kopuli ma podobna architekture do sieci przedstawionej powyzej architektury
sieci dla rozktadow brzegowych. Zbudowana jest z [, — 1 warstw ukrytych, a gtéwna réznica tkwi
w liczbie neurondw w warstwie wejSciowe;j:
he = u = [ug, up, -+, u,]" €10,1]* (17)
W warstwach ukrytych jako funkcje aktywacji wykorzystujemy tangens hiperboliczny:
i1 - .
h!™ = tanh(wlhl +b]) j€{0,1,,l. — 1} (18)
natomiast w warstwie wyjsciowej funkcje sigmoidalna:

C = sigmoid (w'culc + bl) € [0,1] (19)

-116 -

All texts published in the journal are made available free of charge under the Creative Commons [CC BY-ND 3.0] license,
and Authors publishing in the journal — retaining all copyrights — accept the terms of the Creative Commons (CC BY-ND 3.0)




Gtebokie sieci neuronowe w identyfikacji rozktadéw brzegowych i wielowymiarowej kopuli...

Wartosci, ktdre otrzymujemy z sieci neuronowej, to dopasowany rozktad € (u, 8,) gdzie 8,
oznacza wszystkie wagi modelu 6, = {w/} U {b/}. Z twierdzenia Sklara wynika, ze wielowymia-
rowy rozktad mozna przedstawi¢ za pomoca wielowymiarowej funkcji kopuli oraz rozktadow brze-
gowych. Stad przyblizony wielowymiarowy rozktad ma postac:

P (x{09),0.) = ¢ (7 (x1,09), (2, 62 ),y (x5, 62), i (x,, 65, {62, 6, ) 20)

a gestosc rozktadu:
4

f(x{6%}6c) = ¢ (Fi(x1,65), ... Fu(x,,65). 6. ) 1_[ fi(x 0% (a1)
i=1

Na rysunku 2. przedstawiamy procedure uczenia DNN. Podczas uczenia na sie¢ natozono
ograniczenia wynikajace z wlasnosci wielowymiarowego rozktadu oraz kopuli. Rozktady brze-
gowe wyznaczamy z wykorzystaniem sieci DNN dla rozktadéw brzegowych, stad w procedurze
uczenia DNN dla kopuli warto$ci parametréw 6,, sg ustalone. Pierwszym zbiorem treningowym
sieci jest zbior danych rzeczywistych Dc(l), dla ktérego wyznaczamy strukture zaleznosci oraz
rozktad wielowymiarowy. Dla Dc(l) wyliczamy strate w postaci logarytmu najwiekszej wiarygod-
nosci LY ({0&)9} 05). Nastepnie wyznaczamy dwa zbiory treningowe p® DY sktadajace sie
z macierzy danych o czterech kolumnach. Bez straty ogélnosci przyjmujemy, ze kazda kolumna
zawiera losowo wybrane punkty z dziedziny. Dla macierzy DC(Z), DC(3) wyznaczamy odpowiednio
funkcje straty L% ({95,?} BC), s ({BSB} 05) ktére odpowiadajg za nieujemnos¢ funkcji gestosci

fn (x, {BSP}, BC) oraz unormowanie f,, (x, {0,(:2}, OC). Z wiasnosci funkcji kopuli wynika:

C(1,8.) = C(0,u5,us,us,8.) = 0

C(u, 0.) = C(uy,0,u3,u,80,) =0
C(uq, 0.) = Cluy,uy, 0,u,,0,) =0
C(uq, 0.) = C(uy,up,u3,0,0,) =0

C(uy,0,) =C(uy,1,1,1,6,) = uy

C(u,,0,) =C(1,u,,1,1,0,) = u,

C(ug,0,) =C(1,1,u,,1,0,) = us

C(uy,0.) =C(1,1,1,u,,0,) = u, (22)

stad wyznaczamy zbiér treningowy Dﬁ‘”zawierajch argumenty powyzszych funkgjiC, a funk-
cjastraty L} ({95,?}, Bc)odpowiada DC(4). Nalezy zauwazyg, ze pobieranie probek z CDF jest zwykle
czasochfonne. Dla zbioru treningowego DC(S) danego macierzg ztozong z liczb losowych z dziedziny
okreslamy funkcje straty L% ({05,?} BC) i funkcje F.(x,{6%,}, 0.) aproksymowano:

£ (x {69} 6.) ~ é Zl) flag(x,y)
yeD, (23)
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dzie: .
gazie V]Sd,y]<x]

1
1 , =
2 (xy) = | o -

Rysunek 2. Procedura nauki sieci neuronowej dla kopuli

.
o= ()i Y )

Back-propagation

T o (0,00 = L (0.0
T (£ ok} ) = 12(0R) 00 \\“

A(x(0),0) -5 A0 0T 6] = 12 (02) 0 o ]
NSt I €00+ Bt B 1600 — = 1O (09),0.) /
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Distribution| ¢
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Distribution Il |
Marginal
Distribution Il
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Distribution IV

Zrédto: opracowanie whasne.

Copula

==

/
\

i [ (09),00) - 5, g 6= LO(08),0)

Ostatecznie wyznaczamy funkcje straty dla modelu jako kombinacjg liniowq powyzszych

czterech funkcji strat: 5
Ln({60).0) = ) AuLi({0h},6.) (25
k=1

i poprzez propagacje wsteczng uczymy model. Podczas nauki w celu unikniecia przetrenowania
modelu wykorzystujemy regularyzacje l,, a wagi aktualizujemy z wykorzystaniem optymaliza-
tora Adam.

4. Strategia empiryczna

Z uwagi na brak ogélnodostepnych danych na potrzeby niniejszego badania ryzyko sktadki i re-
zerw dla poszczegdlinych segmentéw modelujemy za pomocq wspétczynnika zespolonego, da-

nego ponizszym wzorem?’:

NCE;+OE;
L; = —LE=7¢ (26)
NP;

gdzie dla i-tego segmentu NCE; oznacza odszkodowania i $wiadczenia netto (bezposrednia
dziatalno$¢ ubezpieczeniowa), O E; to koszty poniesione, natomiast N P; to skfadki zarobione netto
(bezposrednia dziatalno$¢ ubezpieczeniowa). Zmienng losowa L, modelujaca zagregowane ryzyko

segmentow, otrzymujemy, agregujac wspdtczynniki zespolone L; za pomoca nastepujacej formuty:

L= wil; (27)

27. T.Schubert, G. GrieBmann, German Proposal for a Standard Approach for Solvency I, “The International Asso-
ciation for the Study of Insurance Economic” 2007, No. 32(1), s. 133-150.
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gdzie w; jest udziatem poszczeg6lnych segmentéw w portfelu ubezpieczyciela wyliczonym jako:

NP;

w; = _ZiNPi. [28]

Wymogi kapitatowe dla poszczegdlinych segmentéw k(L;) oraz zagregowanego ryzyka x(L)
wyznaczamy odpowiednio:

k(L;) = VaRgg9s(L;) — E(L;) (29])
k(L) = VaRggos(L) — E(L) (30)

Analize rozpoczynamy od oszacowania rozktadéw brzegowych L;. W tym celu stosujemy dwa
podejécia: parametryczne oraz nieparametryczne z zastosowaniem sieci neuronowych. Natomiast
kluczowa z punktu widzenia oceny efektu dywersyfikacji strukture zalezno$ci migdzy zmiennymi
L; modelujemy z wykorzystaniem trzech r6znych metod:

1. Stosujemy macierz korelacji podang w Rozporzadzeniu Delegowanym (tabela 1.). W praktyce
oznacza to wykorzystanie wielowymiarowego rozktadu normalnego i agregacje ryzyka stan-
dardowa metoda wariancji-kowariancji.

2. Podobnie jak przy szacowaniu rozkfadéw brzegowych, stosujemy podejscie parametryczne,
przy czym strukture zaleznosci modelujemy za pomoca C-kaskady kopuli. Sposoéb ten zostat
szczegétowo opisany w przywotywanej juz pracy®.

3. Stosujemy podejScie nieparametryczne, bazujace na sieci neuronowej.

Doktadno$¢ dopasowania do danych rzeczywistych, oszacowanych w ten sposéb rozktadéw
wielowymiarowych, oceniamy, odwotujac sie do metod stosowanych w analizie jako$ci prognoz
probabilistycznych, w ktérej bazujemy na odlegtosci energetycznej. Tilman Gneiting i Adrian
E. Raftery® rozwijajq w oparciu o te odlegto$¢ nowa metode oceny jakosci prognozowania, stawia-
jac teze, ze jest ona odpowiednig odlegtoscia dla rozktadéw wielowymiarowych. Dla H-wymiarowej
zmiennej losowej X i wektora obserwacji y pochodzacego z rozktadu Y odlegtos¢ energetyczng
definiujemy jako:

ESs(Fx, ) = IE(IIX—y |I§)—%IE(IIX—)~(II§) (31)

gdzie X jest podzbiorem X. Ponadto 8 € (0,2) all-ll, jest norma Euklidesowa. ESg(Fx, y) jest po-
prawnie okreslona dla wszystkich f, natomiast w niniejszej pracy przyjmujemy g = 1.

Florian Ziel i Kevin Berg®® na podstawie badan symulacyjnych stwierdzaja, Ze odlegtos¢ ener-
getyczna powinna byc preferowana miarg oceny prognoz wieloczynnikowych.

28. K.Szczesny, Wykorzystanie kaskad kopuli. ...
29. T.Gneiting, A.E. Raftery, Strictly proper scoring rules, prediction, and estimation, “Journal of the American
Statistical Association” 2007, No. 102(477], s. 359—378; doi: 10.1198/016214506000001437.

30. FZiel, K. Berk, Multivariate Forecasting Evaluation: On Sensitive and Strictly Proper Scoring Rules, arXiv 2019.
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5. Charakterystyka danych

Z uwagi na fakt, ze ubezpieczyciele w Polsce nie prowadzg dziatalno$ci w ramach wszystkich 12
segmentow, ktére wymienione sq w dyrektywie, w badaniach empirycznych analizujemy wskaz-
niki zespolone L; dla czterech segmentéw polskich ubezpieczycieli majgtkowych, wyznaczonych
na podstawie danych pozyskanych z raportéw o wyptacalnosci i kondycji finansowej z lat 2017 —
2022.7 uwagi na matq liczebno$¢ danych w badaniach zastosowano technike bootstrapowg, aby
uzyskac dane zawierajace 10 000 obserwacji.
Wybrane segmenty to:
e (0020 — ubezpieczenia na wypadek utraty dochodéw;
e (0040 — ubezpieczenia odpowiedzialnos$ci cywilnej z tytutu uzytkowania pojazdéw
mechanicznych;
e (0050 — pozostate ubezpieczenia pojazdow;
e (0070 — ubezpieczenia od ognia i innych szkéd rzeczowych.
Na rysunku 3. za pomocg wykreséw pudetkowych przedstawiamy rozktad wskaznikéw ze-
spolonych dla analizowanych segmentdw ubezpieczycieli, natomiast w tabeli 1. prezentujemy
ich podstawowe statystyki opisowe.

Rysunek 3. Rozktad wskaznikéw zespolonych dla segmentéw ubezpieczycieli

- I coo20
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[ cooso
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, °
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02 = ©
C0020 c0040 C0050 Cc0070
Zrédto: opracowanie whasne.
Tabela 1. Podstawowe statystyki dla segmentéw ubezpieczycieli
€0020 C0040 C0050 C0070
Minimum 0,096 0,121 0,655 0,291
Maximum 1,126 1,658 1,601 1,479
Kwartyl 1 0,496 0,861 0,892 0,868
Kwartyl 3 0,841 0,983 0,967 1,006
Srednia 0,647 0,936 0,930 0,932
Mediana 0,655 0,893 0,914 0,943
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LCL Srednia 0,582 0,853 0,894 0,865
UCL Srednia 0,712 1,020 0,965 0,999
Wariancja 0,050 0,083 0,015 0,053
Odchylenia st. 0,223 0,288 0,123 0,231
Skos$nos¢ -0,410 0,227 3,042 -0,494
Kurtoza -0,090 2,385 16,210 1,765

Zrédto: opracowanie whasne.

LCL Srednia i UCL Srednia oznaczajq odpowiednio dolng i gérna granice 95 % przedziatu ufnosci
dla $redniej. WskaZzniki C0040, CO050, CO070 maj obserwacje odstajace. Na podstawie mediany
(poziomej linii w pudetku wykresu) zauwazamy sko$nos¢ tych rozktadéw. Dalej liczymy wspétczynnik
korelacji liniowej pomigdzy kazdym segmentem ubezpieczyciela. Wyniki przedstawiamy w tabeli 2.

Tabela 2. Macierz korelacji migdzy segmentami ubezpieczyciela

C0020 C0040 C0050 C0070
C0020 1 0,2286 0,0034 0,358
C0040 0,2286 1 0,3028 0,8171
C0050 0,0034 0,3028 1 0,0378
C0070 0,3580 0,8171 0,0378 1

Zrédto: opracowanie wiasne.

Najwiekszg wartos¢ korelacji otrzymujemy miedzy segmentami C0040 i CO070, natomiast
najmniejsza miedzy segmentami C0020 i CO050. Warto zwréci¢ uwage, ze wyznaczona macierz
korelacji liniowej r6zni sie od macierzy podanej przez autoréw dyrektywy.

6. Wyniki badan empirycznych

W niniejszym rozdziale prezentujemy wyniki przeprowadzonej na dwa sposoby estymacji rozkta-
dow brzegowych oraz struktury zaleznosci za pomoca kopuli. Nastepnie omawiamy sposaéb, w jaki
wyznaczamy rozktad wielowymiarowy i oceniamy jego dopasowanie do danych rzeczywistych.
Na koncu ustalamy efekty dywersyfikacji.

6.1 Estymacja rozktadéw brzegowych

Do wskaznikéw zespolonych L; dopasowujemy parametryczne rozktady za pomoca metody naj-
wiekszej wiarygodnosci i najlepiej dopasowany rozktad wybieramy w oparciu o Bayesowskie kryte-
rium informacyjne. Wybieramy sposréd rodzin rozktadéw normalnych, logarytmiczno-normalnych,
logistycznych, Weibulla i gamma. Dopasowane rozktady prawdopodobiefstwa i ich parametry dla
poszczegdlnych segmentdw prezentuje tabela 3.
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Tabela 3. Rozktady brzegowe dla czterech segmentow (estymacja parametryczna)

Segment C0020 C0040 C0050 C0070

Rozkfad Norm (0,65; 0,22) Logis (0,92; 0,13) Logis (0,92; 0,05) Logis (0,94; 0,11)

Zrédto: opracowanie wiasne.

Nastepnie dla kazdego wskaznika zespolonego L; trenujemy sie¢ neuronowa tak, aby nauczy-
ta sie rozktadu prawdopodobienstwa. Kazda sie¢ ma te sama budowe: cztery warstwy i w kazdej
warstwie 10 neuronow.

Dalej korzystamy z faktu, ze jesli F jest ciggtq zmienng losowq X~F, to F (X) ma rozktad jed-
nostajny U(0,1). Dla wszystkich segmentéw oceniamy dopasowanie rozkfa- du prawdopodo-
bienstwa, sprawdzajac, czy wartosci ™ (x; s ) majq rozktad U(0,1), gdzie ™ oznacza oszacowang
dystrybuante dla segmentu s (C0020, C0040, CO050, CO070) metoda m (sie¢ neuronowa, podej-
$cie parametryczne), a x; s — zaohserwowane wartosci wskaznika (25) dla poszczegdlnych seg-
mentow s.

W ocenie korzystamy z dwdch testéw: Kotmogorova-Smirnova oraz testu Chi-kwadrat. Wyniki
testow prezentujemy w tabeli 4.

Tabela 4. Dopasowanie rozktadu prawdopodobiefistwa dla poszczegdinych segmentéw z wykorzystaniem
testow Kotmogorova-Smirnova i Chi-kwadrat

Kotmogorov—Smirnov Chi-kwadrat
Segment Opis rozkfadu
Statystyka p-value Statystyka p-value
Sie¢ neuronowa 0,055 0,997 0,229 0,892
C0020
Parametryczne 0,096 0,730 0,235 0,235
Sie¢ neuronowa 0,093 0,763 0,133 0,715
C0o040
Parametryczne 0,187 0,061 0,193 0,634
Sie¢ neuronowa 0,095 0,749 1,167 0,558
C0050
Parametryczne 0,103 0,655 1,580 0,209
Sie¢ neuronowa 0,054 0,998 0,229 0,892
C0070
Parametryczne 0,137 0,301 6,081 0,014

Irédto: opracowanie wiasne.

Otrzymane p-value, zardwno dla sieci neuronowych, jak i dla rozktadéw brzegowych, pozwala
na potwierdzenie, ze F™(x; ;) majq rozktady jednostajne. Natomiast warto$ci statystyk wskazuja,
ze rozktady wyznaczone przez sieci neuronowe sg lepiej dopasowane do danych rzeczywistych.

6.2 Estymacja struktury zaleznosci za pomoca kopuli

W kolejnym etapie za pomoca kopuli opisujemy strukture zaleznosci miedzy segmentami C0020,
C0040, CO050, CO070 ubezpieczyciela. Podobnie jak w przypadku dopasowania rozktadéw
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brzegowych, stosujemy dwa podejscia: C-kaskady kopuli oraz kopuli identyfikowanej za pomoca
gebokich sieci neuronowych.

Identyfikacja kopuli za pomoca C-kaskady kopuli

Parametry dla kopuli dwuwymiarowych wybieramy przy uzyciu metody najwigkszej wiarygod-
nosci, a najlepsza kopula dwuwymiarowa jest wybrana z wykorzystaniem kryterium logarytmu
wiarygodnosci. Stosowana tutaj metoda zostata dokfadnie opisana®. Rysunek 4. prezentuje uzy-
skang dekompozycje czterowymiarowego rozktadu na kopule dwuwymiarowe.

Rysunek 4. Drzewo C-kaskady kopuli

Tree 1 Tree 2 Tree 3

t(0.01)|

Zrédto: opracowanie whasne.

Identyfikacja kopuli za pomoca sieci neuronowej

Postepujemy zgodnie z metodologig opisang w artykule Zhi Zenga i Ting Wang?®. Budujemy gteboka
sie¢ neuronowaq skfadajaca sie z 5 warstw ukrytych, kazda ztozona z 10 neuronéw. Jako funkcje
aktywacji w warstwach ukrytych, wykorzystujemy tangens hiperboliczny. Dla kazdej warstwy
stosujemy regularyzacje L2 (regularyzacja Tichonowa) ze wspétczynnikiem regularyzacji 0,001.
Do trenowania sieci uzywamy optymalizatora Adam ze wspoétczynnikiem uczenia sie 0,0001.
Na sie¢ naktadamy ograniczenia w postaci kombinacji wiasnosci funkcji kopuli.

6.3 Wyznaczenie rozktadu wielowymiarowego i ocena dopasowania

Majac wyznaczone rozkfady gestosci dla poszczegélnych segmentow oraz rozktad gestosci kopu-
li, wyznaczamy gestos¢ rozktadu czterowymiarowego. Na rysunku 5. przedstawiamy wykres par
realizacji wylosowanych dla rozktadu czterowymiarowego wyznaczonego za pomocg podejscia
parametrycznego, natomiast na rysunku 6. — z wykorzystaniem gtebokich sieci neuronowych.
Punkty czerwone oznaczajq pary obserwacji rzeczywistych, a punkty czarne sg to pary realizacji,
wylosowane z czterowymiarowego rozktadu facznego.

31. Zob.K.Szczesny, Wykorzystanie kaskad kopuli. ...
32. 1.Zeng, T.Wang, Neural Copula....
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Rysunek 5. Wykres par realizacji wylosowanych dla rozktadu czterowymiarowego wyznaczonego
za pomoca podej$cia parametrycznego
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Zrédto: opracowanie whasne.

Rysunek 6. Wykres par realizacji wylosowanych dla rozktadu czterowymiarowego wyznaczonego
z wykorzystaniem gfebokich sieci neuronowych
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Zrédto: opracowanie whasne.

W kolejnym etapie, po oszacowaniu na dwa sposoby czterowymiarowych rozktadéw, ocenia-
my, ktéry z nich lepiej opisuje dane rzeczywiste. Zaréwno dla rozktadu wyznaczonego za pomocga
gtebokich sieci neuronowych, jak i dla rozktadu wyznaczonego z wykorzystaniem podejscia para-
metrycznego wyznaczamy wartos¢ odlegtoSci energetycznej miedzy kazdym wektorem obser-
wacji rzeczywistych a wektorami realizacji wylosowanych z oszacowanych rozktaddw. Nastepnie
wyznaczamy $rednig wartos¢ odlegtosci energetycznej dla kazdego rozktadu. Uzyskane wyniki
prezentujemy w tabeli 5. Poprawa wyniku odlegtosci energetycznej, kiedy zastosowana jest kopula
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neuronowa, wskazuje na fakt, ze modyfikacja i doprecyzowanie konstrukcji stosowanych sieci
powinno wptynac na lepsze dopasowanie do danych rzeczywistych.

Tabela 5. WartosSci btedu dopasowania

C — kaskady kopuli kopula neuronowa
Btad 0,2589487 0,256471

Zrédto: opracowanie whasne.

6.4. Wyznaczenie efektu dywersyfikacji

Majac wyznaczone rozktady czterowymiarowe, poréwnujemy efekty dywersyfikacji otrzymane

za pomocaq podejs¢, w ktérych kolejno:

e strukture zalezno$ci modelujemy za pomoca ustalonej w Rozporzadzeniu Delegowanym ma-
cierzy korelacji (wybieramy z niej warto$ci wspétczynnikéw korelacji miedzy analizowanymi
segmentami), czyli stosujemy metode wariancji-kowariancji;

e strukture zaleznosci modelujemy za pomocg C-kaskady kopuli oszacowanej w sposéb
parametryczny;

e strukture zaleznosci modelujemy za pomoca kopuli oszacowanej w sposéb nieparametryczny
z wykorzystaniem gtebokich sieci neuronowych.

W tabeli 6. przedstawiamy otrzymane efekty dywersyfikacji.

Tabela 6. Efekt dywersyfikacji

SF C-kaskady kopuli Sieci neuronowe
DE 0,31 0,35 0,53

Zrédto: opracowanie whasne.

Dla wyznaczonych rozktaddw z tabeli 4. oraz zalezno$ci miedzy nimi opisanych za pomoca ma-
cierzy korelacji danej przez twércow dyrektywy Solvency I/ (tabela 1.) efekt dywersyfikacji wynosi
0,31. Wykorzystujac podejscie parametryczne do wyznaczenia rozktadéw brzegowych dla seg-
mentow (patrz tabela 4.) oraz modelujac strukture zaleznosci z wykorzystaniem C-kaskady kopuli,
otrzymujemy wartos¢ efektu dywersyfikacji 0,35. Jest to wartos¢ o 4 punkty procentowe wyzsza
niz uzyskana za pomoca SF Natomiast efekt dywersyfikacji otrzymany w wyniku zastosowania
podejScia nieparametrycznego do szacowania rozktadéw brzegowych i kopuli, wykorzystujacego
glebokie sieci neuronowe, jest wyzszy o 22 punkty procentowe niz efekt dywersyfikacji uzyskany
za pomoca SF. Zatem w kazdym przypadku wykorzystanie kopuli do modelowania struktury zalez-
nosci daje wynik wyzszy niz proponowana metoda wariancji-kowariancji w dyrektywie Solvency /.

Podsumowanie

Autorzy dyrektywy Solvency Il zachecaja zaktady ubezpieczen do tworzenia modeli wewnetrznych,
ktére lepiej odzwierciedlq profil dziatalnosci ubezpieczyciela. Celem szeroko prowadzonych przez
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nas badan jest opracowanie metody, ktéra moze by¢ wykorzystana w modelach wewnetrznych
do szacowania zalezno$ci miedzy segmentami w podmodule ryzyka sktfadki i rezerw. Badania
prowadzimy dla danych rzeczywistych pozyskanych z raportéw o wyptacalnoscii kondycji finan-
sowej polskich ubezpieczycieli majatkowych.

Rozktady brzegowe wybranych segmentéw oraz kopule szacujemy na dwa sposoby: wyko-
rzystujgc podejscie parametryczne z zastosowaniem C-kaskady kopuli** oraz innowacyjnie, wy-
korzystujac gtebokie sieci neuronowe. Majac jednowymiarowe rozktady brzegowe oraz funkcje
kopuli, powotujemy sie na twierdzenie Sklara i taczymy wyznaczone rozkfady brzegowe w rozkfad
czterowymiarowy w kazdym z podej$¢. Nastepnie z wyznaczonych rozktadéw czterowymiarowych
losujemy realizacje i za pomocg odlegtosci energetycznej sprawdzamy dopasowania rozktadéw
do danych rzeczywistych. Prowadzone badania wytaniajg dwa istotne aspekty, na ktére musi
zwroci¢ uwage zaktad ubezpieczen. Pierwszym jest fakt, ze DE ubezpieczyciela zalezy od wtasci-
wie zidentyfikowanej struktury zaleznosci, a zaproponowane podej$cie w SF oparte na korelacji
liniowej jest niewystarczajace. Druga kwestig jest wybér zaréwno metod estymacji rozktadow
brzegowych, jak i metody identyfikacji kopuli. Z badan wynika, ze model oparty na gtebokich sie-
ciach neuronowych lepiej dopasowuje sie do danych rzeczywistych, a wykorzystany do estymacji
rozktadéw brzegowych oraz funkcji kopuli daje doktadniejszy DE.

Uzyskane wyniki wskazuja, ze zaproponowana architektura gtebokiej sieci neuronowej jest do-
brym kandydatem do estymacji rozktadow brzegowych oraz identyfikacji kopuli wykorzystywane;j
do opisu struktury zaleznosci miedzy rodzajami ryzyka w modelach wewnetrznych.
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Deep neural networks in identifying marginal distributions and
multidimensional copula in the context of risk aggregation in Solvency Il

One of the basic aspects of the Solvency Il Directive is the protection of the insured against the insol-
vency of insurance companies. For this purpose, by aggregating the Solvency Capital Requirements
forindividual types of risk, the Solvency Capital Requirement (SCR] and the diversification effect [DE]
are determined. The SCR may be determined using the Standard Formula (SF) given by the authors
of the Directive is based on the variance-covariance (V-C) method or using internal models developed
independently [by the companies). The aim of our present research is to use copulas estimated with
the use of neural networks in modeling dependencies in the premium and reserve risk submodule. Two
neural networks are constructed: the first to boundary distributions and the second to estimate the cop-
ula. In the research, we analyze indicators for the segments of non-life insurers, determined from reports
on the solvency and financial condition of Polish insurance companies. We compare the DE obtained
by the V-C method, Vine copula and copula estimation approach using neural networks. The conduct-
ed research indicates significant differences in the DE obtained for the copula estimated with the use
of neural networks, parametric copula and the approach proposed by the authors of the Directive based
on the V-C method. The obtained results can be used in internal models.

Keywords: Solvency Il, Solvency Capital Requirement, diversification effect, Vine copula, neural copulas.
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